UCZENIE MASZYNOWE Il - SVM



Plan wyktadu

Wprowadzenie

LSVM — dane separowalne liniowo
SVM — dane nieseparowalne liniowo
Nieliniowy SVM

,Kernel trick”

Przyktady zastosowan



Historia

1992 wprowadzony przez Boser, Guyon & Vapnik

Algorytm z mocnymi podstawami teoretycznymi,
wywodzqcy sie ze statystyki

Teoria uczenia (Vapnik & Chervonenkis) z lat 60tych
Dobrze przebadany eksperymentalnie i

zastosowany w wielu dziedzinach: bioinformatyka,
rozpoznawanie tekstu/obrazuy, ...



Dane liniowo separowalne

Dane {x},i=1, ..., 1, x. € R nalezqce do dwéch

klas okreslonych zmiennymi {y}, i = 1,...,l sq liniowo
separowalne, jesli istnieje hiperptaszczynza H

postaci g(x):
H: g(x) = wix + b

przyijmujgca wartosci (i =1, ..., n):

{g(xi) > 0dla x;e wy
g(x;) < 0dla x;e w,



Jak wyznaczy¢ hiperptaszczyzne?
N

Istnieje nieskonczenie wiele funkcji rozdzielajgcych

dwie klasy




Liniowa maszyna wektoréw nosnych LSYM

1 Pomyst Vapnika metoda SVM (wektory nosne)

o1 Algorytm wyznaczanie hiperptaszczyzny dqgzy do uzyskania jak
najwiekszego marginesu

gx) =wx+b=0

g(x) = 1 = hiperptaszczyzna marginesowa

g(x) =0

g(x) = -1 - hiperptaszczyzna marginesowa



Wyznaczanie marginesu

Mozna wykazaé, ze maksymalna odlegtosé
pomiedzy marginesami wix + b =1 iw'x + b = -1
wynosi M = " ’ gdzie lw|| = JWE + sz 4 ot Wf
Rozwiqgzanie powinno dqgzy¢ do uzyskania jak
najkrétszego wektora w, poniewaz wtedy uzyskany
margines bedzie najwiekszy

Postulaty:
minimalizowaé wektor w -> najwiekszy margines

probki punktéw uczqgcych dla funkcji decyzyjnej majq
dawac wartosci =1 lub < -1



LSVM - zagadnienie optymalizaciji

minimalizowaé po w wyrazenie - [wl?

przy warunku ograniczajgcym:

vi- (W-x) +b)=1,V;eU

Powyzsze warunki prowadzq do vogdlnionego
rownania Lagrange’a

l
Lw,b,@) = Wil = @[y (G- w) +b) = 1]
=1

gdzie o. to mnoznik Lagrange’a i o,>0



LSVM - zagadnienie optymalizaciji

Réwnanie Lagrange’a powinno rézniczkowad sie po
wib

Poréwnujqgc pochodne L(w,b,a) wzgledem w i b do
zera otrzymujemy:

l l
w = E a;V;X; oraz E a;y; =0
i=1

=1

Podstawiajgc otrzymane wartosci do réwnania
otrzymujemy funkcje decyzyjnq g(x):

l
g(x) = sgn (Z a;y; - (x; - %) + b)

=1



LSVM - zagadnienie optymalizaciji

Funkcja g(x) zalezy bezposrednio od mnoznikéw
Lagrange’a (a.)
Mnozniki na podstawie twierdzenia KKT (Karush-

Kuhn-TucEker) powinny spetiaé warunek:

fI,;[y,;((x,; . W) + b) — 1] = 0,1 = 1, ,[
i=1
Mozliwe gdy:
x. lezy na marginesie -> a. dowolne

x. lezy poza marginesami -> a. rowne zeru



Dane liniowo nieseparowalne

11 Cortes i Vapnik
wykazali, ze mozliwe
jest zastosowanie
wektoréw nosnych
stosujgq pewne
rozszerzenie zatozen

Vi - ((W - X;) +b) =1,V,el —— y; - ((w - X;) +b) =1-—-¢;,VeU



Dane liniowo nieseparowalne
N

o Nowa zmienna & nazywana
»zwisem” (slack variable)

o Wartoséé & powinna by¢ ,mata”,
aby jq okreslié¢ rozpatrujemy:

CZ'fi

Gdzie C to parametr generalizujgcy
deklarowany przez uzytkownika

0 Jezeli 0< & <1 to punkt danych
lezy wewnqtrz strefy separujqce,

po wtasciwej stronie
0 Jezeli & >1, punkt po niewtasciwej
Si /vl stronie hiperptaszczyny =btqd
klasyfikaciji



Zagadnienie optymalizacji -SYM

[

minimalizuj wyrazenie: 1||W||2 +C E &;
2
przy warunkach: ”

yl((wxl)+b)21—fl,leU fiEO,Vi

Otrzymujemy Lagrangian:
[

[
1
LGw, b€, ) = Iwll” + CZ& —Zl ail[yi (G w) + b)) - 1+ &) —Zlﬁifi
Wyznaczamy pochodne czgstkowe wzgledemw, b i €, i
podstawiamy otrzymane wartosci do Lagrangianu. Z
warunku zerowania pochodnej Lagrangianu wzgledem
¢ otrzymujemy:

a; +pi = C,V;



Zagadnienie optymalizacji -SYM

W tej sytuacji mozna wyeliminowaé B i zastgpié
przez a

Do rozwigzania pozostaje problem dualny:

max 1
(cx-l—zcx-Da:)

max
W@y ="

4

gdzie, Dij =yiy; (X x;)

Z ograniczeniami: a-f=0,0raz0=a; =C



Jakiego C uzywade

Blanz i Vapnik zalecili stosowania C = 5, ale tak naprawde C

nalezy dobieraé w zaleznosci od danych ucz(gcych.
A * /
]

A
e
——
(a) Training data and an overfitting classifier (b) Applying an overfitting classifier on testing

data

(c) Training data and a better classifier (d) Applying a better classifier on testing data



Nieliniowy SVM

Transformacja do przestrzeni o wyzszym wymiarze

Projekcja danych oryginalnych x€R? do przestrzeni
wymiarowej n>d w ktérej dane z duzym
prawdopodobienstwem bedq separowane liniowo



Przyktad

Mamy nieliniowq funkcje mapujgcq @: I=R?—F=R3 2-
wymiarowq przestrzen wejsciowq (input space) do 3-
wymiarowej przestrzeni zmiennych przeksztatconych (feature
space)

(X'II X2) _)(Z'II Zy, Z3) 1= (X121 205 X1 Xy, X2)

hipertaszczyzna: R P * o
L] 3 'S &
<Wox> — O o L - - .. ¢ B g
% . ® ¥ T B
& = CNeo g o ¢
o = o
KO . ’ %0 o.. =]
-3 A O y o o L .’
o ® o v
a » e *
. - -
e




Model nieliniowy SYM

funkcja decyzyjna g(x) = wg(x)+b
problem optymalizacji

[ ] [ J [ ] [ ° [ ] 1
minimalizuj wyrazenie:  —||y||2
2
Przy warunkach ograniczajgcych:

vi- ((w-@(x;)) +b) = 1,VeU
Funkcja z mnoznikiem Lagrange’a:
1

max max
o Wa) = o (a:-l—zcr-Da:)

gdzie Di; = y;y; - (D(x;) - (;D(xj-)) I
(Z a;y; - (D) - () + b)

=1

Funkcja klasyfikujgca: sgn



Kernel trick

Jak obliczy¢ @(x;) - @(x;)

K(XIZ) — (X'Z)Ql X:(X], X2)l Z— (Z]l 22)

K(x,z) = (x-z)? = (x,z; 1 x,Z,) 2= (X12212+
2X,Z,X0Zy +X,22,2) =
(x,2V2%, x0%, 221 2N 22, 2,,2,2) = P (x)P(2)
Wiec Dii mozna zapisaé: D;; = y;y; - K(x;,%;)

— nie trzeba znaé funkcji ¢(x), do operacji w wyzszej
przestrzeni wystarczy znajomosé jqdra (kernel)



Funkcje jadra (kernel functions)
—

1 wielomianowe (polinomial):
Kix, z) = (x -z + d)° ,p>0
11 gaussowskie (radial basis function):

_lx—z||
K(x,z) = e 207

11 sigmoidalne:

K(x,z) = tgh(nx-z — 9)



Kilka uwag praktycznych

Normalizuj danej wejsciowe

Rozpoczynaj od zastosowania jgdra RBF
Znajdz optymalne wartosci C i 0. Jak? np. grid
search

W klasyfikatorze wykorzystaj parametry
znalezione w grid-search



Grid-search — znalezienie maksimum
.
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Figure 2: Loose grid search on € =27°,27% .. 2¥ and v =271, 2713 2%



Grid-search — szukanie w okolicy

maksimum
—
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Figure 3: Fine grid-search on C' = 2,28, . 2% and v =277,2767, .. 273



Klasyfikacja wieloklasowa- One-versus-all

One-versus-all — wiele klasyfikatorow
dwuklasowych. Kazdy klasyfikator dzieli dane
wejsciowe na klase zainteresowania i na ,,reszte”.

Decyzja o przynaleznosci do klasy podejmowana
moze by¢ w rézny sposdb np. gtosowanie
wiekszosciowe, pewnosé decyzji ...

Koniecznos¢ wytrenowania tylu klasyfikatoréow ile
klas.



Klasyfikacja wieloklasowa- One-against-one

One-against-one — wiele klasyfikatoréw
dwuklasowych. Klasyfikatory dla kazdej pary klas

Decyzja podejmowana podobnie jak dla One-
versus-all

Konieczno$é wytrenowania k(k-1)/2 klasyfikatordw,
gdzie k to liczba klas



Implementacije

L I ——
0 C++

2 libSYVM
1 SVM light
o Java

2 Weka

- Matlab:
2 libSVM
o Spider
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Dziekuje za uwage !l



