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Cel projektu

* Celem projektu jest przygotowanie systemu
whnioskowania, wykorzystujgcego wybrane
algorytmy sztucznej inteligencji;

* Nabycie umiejetnosci pogtebionej analizy
danych medycznych.



Zadania projektowe

Projekt obejmuje:
 WYybodr i zapoznanie sie z wybrang baza danych medycznych;

* Zapoznanie sie z jednostkg chorobowg i rodzajem danych,
ktore opisujg dang chorobe;

e Krytyczng analize danych zawartych w bazie;

* Wstepne przygotowanie danych (np. parametryzacja,
normalizacja, dyskretyzacja danych, redukcja danych
wybranymi metodami, np. metoda PCA (Principle Component
Analysis, metoda gtownych sktadowych);

* Podziat danych na zbiory: treningowe, walidacyjne, testowe;
* Wybor klasyfikatora/éw (systemu) — z uzasadnieniem;



Zadania projektowe

Projekt obejmuje:

Klasyfikacje zbioru testowego;
Przedstawienie uzyskanych wynikoéw;

Analize uzyskanych wynikow (skutecznos¢ — macierz pomytek,
analiza wynikow walidacji krzyzowej, inne wskazniki
klasyfikacji i ich interpretacje);

Pokazanie dalszych kierunkéw rozwoju przygotowanego
systemu wnioskowania (klasyfikacji danych medycznych) - —
krytyczna analiza uzyskanych wynikow klasyfikacji;

W sprawozdaniu pisemnym nalezy poda¢ odwotania do
bibliografii

Prezentacje wynikow oraz przygotowanie sprawozdania z
przebiegu projektu.



Analiza danych — wskazniki jakosci
klasyfikacji

TP — True Positive — liczba obserwacji poprawnie
zaklasyfikowanych do klasy pozytywnej
TN — True Negative — liczba obserwacji poprawnie
zaklasyfikowanych do klasy negatywnej
FP — False Positive — liczba obserwacji
zaklasyfikowanych do klasy pozytywnej podczas,
gdy w rzeczywistosci pochodzg z klasy
negatywnej
FN — False Negative — liczba obserwacji
zaklasyfikowanych do klasy negatywnej podczas,
gdy w rzeczywistosci pochodzg z klasy pozytywne;



Analiza danych — wskazniki jakosci
klasyfikacji

TPR (True Positive Rate) — okresla zdolnos¢ klasyfikatora do
wykrywania klasy pozytywnej (stanu patologicznego)

TPR=TP /(TP + FN)

TNR (True Negative Rate) — okresla zdolnos¢ klasyfikatora
do wykrywania klasy negatywnej (stanu normalnego)

TNR=TN /(TN + FP)

FPR (False Positive Rate) — okresla, jak czesto klasyfikator
popetnia btad, klasyfikujgc stan normalny jako patologiczny

FPR=FP / (FP + TN)

FNR (False Negative Rate) — okresla, jak czesto klasyfikator
popetnia btad, klasyfikujgc stan patologiczny jako normalny



Analiza danych — wskazniki jakosci klasyfikacji

e SE (czutosc (sensitivity), Recall (True Positive Value)) — okresla
zdolnosc klasyfikatora do wykrywania klasy pozytywnej (stanu
patologicznego)

SE=TP /(TP + FN)

* SP (specyficznosc (specificity), True Negative Rate) — okresla
zdolnosc klasyfikatora do wykrywania klasy negatywnej (stanu
normalnego)

SP=TN /(TN + FP)

* Precision (precyzja, PPV — Postive Predictive Value) okresla, jaka
czes¢ wynikdw wskazanych przez klasyfikator jako dodatnie jest
faktycznie dodatnia

PPV = TP/TP+FP



Analiza danych — wskazniki jakosci klasyfikacji

 ACC (Total Accuracy) — doktadnos¢, catkowita sprawnos¢
klasyfikatora, okresla prawdopodobienstwo poprawne;

klasyfikacji, czyli stosunek poprawnych klasyfikacji do wszystkich
klasyfikacji

ACC=(TP+TN) /(TP + TN + FP + FN)
* Przy czym, istniejg takie zaleznosci:

SE=TPR1-SE=FNR

SP =TNR 1-SP = FPR



Analiza danych — wskazniki jakosci klasyfikacji

 Miara F— measure jest Srednig wazong precyzji (Precision) i
rozrzutu (Recall). Stanowi kombinacje obu miar. We wzorze
zostata przedstawiona formuta opisujgca miare F.

Precision - Recall

F1 T ——
SEOEE Precision + Recall




Analiza danych — wskazniki jakosci klasyfikacji

ROC (ang. Receiver Operating Characteristic) - ocena jakosci
klasyfikacji

Krzywa ROC ilustruje zwigzek pomiedzy czutoscia a
specyficznoscia dla danego modelu

Bardzo popularnym podejsciem jest obliczenie pola pod krzywa
ROC — AUC (Area Under Curve) i traktowanie go jako miare
dobroci i trafnosci danego modelu



Zadania projektowe — redukcja
danych

e Obstuga wartosci pustych (ang. missing values, null
values) oraz oddalonych (ang. outliers) jest niezmiernie
wazna w procesie redukcji wymiarowosci.

* Wiele z metod redukcji wymiarowosci albo w ogole nie
zadziata w obecnosci pustych wartosci, albo otrzymane
wyniki bedg znieksztatcone poprzez ,,oddalenie” danych.

* Nieuwzglednienie z kolei w analizie eksploracyjnej czesci
danych (odrzucenie wierszy ze ,niepoprawnymi” danymi)
jest ze statystycznego punktu widzenia dyskusyjne.



Bazy danych medycznych - przyktady

http://archive.ics.uci.edu/ml/datasets/Echocardiogram

http://archive.ics.uci.edu/ml/datasets/Heart+Disease

http://archive.ics.uci.edu/ml/datasets/Hepatitis

http://archive.ics.uci.edu/ml/datasets/Liver+Disorders

http://archive.ics.uci.edu/ml/datasets/Lung+Cancer

http://archive.ics.uci.edu/ml/datasets/Breast+Cancer+Wisconsin

+%28Diagnhostic%29

http://biostat.mc.vanderbilt.edu/wiki/Main/DataSets?CGISESSID=

10713f6d891653ddcbb7ddbdd9cffb79




Prezentacje projektowe

| prezentacja powinna zawierac:

WYybor i zapoznanie sie z wybrang bazg danych
medycznych;

Zapoznanie sie z jednostkg chorobowg i rodzajem danych,
ktore opisujg dang chorobe;

Wstepne przygotowanie danych (np. parametryzacja,
normalizacja, dyskretyzacja danych, redukcja danych
wybranymi metodami, np. metoda PCA (Principle

Component Analysis, metoda gtéwnych sktadowych);

Krytyczng analize danych zawartych w bazie;
Wybor klasyfikatora/ow/systemu — uzasadnienie
Odniesienia do zrédet literatury



Prezentacje projektowe

Il prezentacja powinna zawierac:

* Podziat danych na zbiory: treningowe, walidacyjne,
testowe;

* Klasyfikacje zbioru testowego;

* Przedstawienie uzyskanych wynikow;

* Analize uzyskanych wynikéw (skutecznos¢ — macierz
pomytek, analiza wynikow walidacji krzyzowej, inne
wskazniki klasyfikacji);

e Pokazanie dalszych (mozliwych) kierunkow rozwoju
przygotowanego systemu wnioskowania (klasyfikacji

danych medycznych) — krytyczna analiza uzyskanych
wynikow klasyfikacji.



